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１．まえがき

メディア工学に関わる近年の研究においては，基盤技術

の急速な発展に加え，社会実装が進みつつある．その応用

分野は，産業，医療，社会インフラ，エンタテインメント

など大きな拡がりを見せている．本稿ではこういった動向

の中から，いくつかの注目すべき技術を取り上げ，その概

要および今後の展望を紹介していく．

Deep Learning（深層学習）を中心とするAI技術の発展は

めざましく，基盤技術としてのみならず，自動運転等の有

望な応用分野への実装が進みつつある．一方，空間の3次

元情報を計測し，利用することは従来から重要な技術課題

となっているが，通常のカメラで撮影した画像を用いる技

術の着実な進展に加え，デプスカメラやLIDAR（Light

Detection and Ranging）などの奥行方向の距離を計測可能

なセンサやカメラを活用する技術も整備されつつある．

AI技術の研究動向として，まず主として画像・映像を対

象としたパターン認識技術について最近の注目技術を紹介

する．また画像生成を中心に新たな拡がりを見せている

GAN（敵対的生成ネットワーク，Generative Adversarial

Networks）を取り上げ，その研究動向や課題について述べ

る．次に，画像系列から対象の3次元形状を計測する技術

として多視点ステレオ，Visual SLAMの動向，および3次

元形状を表現する方式の一つである点群データについて，

その符号化技術の標準化動向を紹介する．そしてこれら基

盤技術の応用先として，運転支援のためのドライバモニタ

リング，道路などの社会インフラのモニタリング技術をと

りあげ，その動向を紹介する．

２．AI技術の動向（1）パターン認識

画像・映像のパターン認識を中心としたAI研究コミュニ

ティの規模拡大は極めて著しく，CVPRやICCVといった

トップカンファレンスの規模はこの2年で実質倍増した1）2）．

当会研究会でも当該技術が関連する内容の発表は非常に多

く，年次大会や冬季大会では常に全発表の3割～5割を占

めている．研究動向やベンチマークのキュレーションを目

的とした取り組み3）～6）が国内外で数多く台頭したが，こ

のことは最新研究を俯瞰的にキャッチアップすることの困

難さが増し続けていることを端的に示していると言えよ

う．本章では，パターン認識技術の研究動向のうち，この

2年で注目度が大きく向上した三つのトピック（Attention，

Graph Neural Network，Self-Supervised Learning）につ

いて取り上げる．

2.1 Attention

Attentionは入力データの中で重視すべき部分を推定する

機構の総称である．深層学習への適用は自然言語処理

（Natural Language Processing: NLP）分野で先行して進め

られていた7）8）が，最近では画像・映像分野の深層学習へ

も広く応用されるようになった．典型的な用途の一つとし

て，畳込みニューラルネットワーク（Convolutional Neural

Network: CNN）中間出力のリスケーリングが挙げられる．

例えばSqueeze-and-Excite9）やGather-Excite10）では，CNN

中間出力の3次元テンソルを空間ないしはチャネル方向に

並べられた特徴集合とみなし，プーリングと多層パーセブ

トロンを組み合わせたモジュールへ入力して得られた出力

で各特徴を重み付けする方法が提案されている．BAM11）

やCBAM12）では，同一モジュール内で空間・チャネル方向

のAttentionが共に考慮されるとともに，畳込み処理を導

入することで性能向上が計られている．一般に，CNNにお

ける畳込みフィルタの受容野（receptive field）は入力に近

い層ほど小さく，また各フィルタは独立している．上記の

Attentionモジュールは，データの大域的な構造やフィルタ

間の相互作用に基づき中間特徴を変換するアプローチの一

つであり，既存のCNNアーキテクチャに容易に導入可能で，

かつコンパクトなモジュールとして設計されることが特徴
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的である．すでにこれらのモジュールはセグメンテーショ

ン13），超解像14），再同定15）をはじめとするさまざまなタス

クへ導入されており，性能向上が報告されている．

また最近では，NLP分野で大きな成功を収めているSelf-

Attention8）を適用した報告16）17）も目立つ．Self-Attention

は，画像処理分野におけるノイズ除去フィルタとして代表

的なNon-Local Meansの一形態であることを示す報告18）も

あり，異分野をつなぐ架け橋としても大変興味深い．

2.2 Graph Neural Network

Graph Neural Network（GNN）はグラフデータを対象と

する深層学習を指す．点群，骨格，物体間の関係性等，グ

ラフを用いたデータ表現が自然であるケースはパターン認

識分野に数多く存在するが，最近ではこれらのタスクに対

しGNNを適用し，エンドツーエンドにモデルを学習する

事例も多く見られるようになった．例えば，映像中の人物

の動作を分類するタスクに対し，各時刻のフレームから推

定された人物の関節点をノードとするグラフを構築し，関

節点に対応する領域特徴から，グラフ構造を考慮した畳込

み（Graph Convolution19））を用いて動作分類のための大域

特徴を抽出する方法が提案されている20）．他にも，映像中

の各フレームで検出された物体をノードとするグラフから

Graph Convolutionで特徴抽出を行うことで，映像分類や

シーングラフ生成（ノードを接続するエッジの分類）といっ

たタスクに対する性能向上も報告されている21）22）．点群23）

を入力としたタスクへの適用も多く，例えば，文献24）では

点群のセグメンテーションに対しGraph Convolution25）お

よびGraph Pooling26）が適用されている．

Graph Convolutionのアルゴリズムは数多く提案されて

いるが，画像・映像を入力とするパターン認識タスクに対

しては，GCN19）やGraph Attention25）といった手法を直接

適用するケースが現状多い．これらの手法は適用が容易で

ある一方，グラフ構造に基づく情報伝播を単純化している

ため，グラフが内包する高次の相互作用を必ずしも捉えき

れていない．分野に適応した新たなアプローチ含め，高次

のグラフ構造を捉える手法の導入が進めば，より複雑なタ

スクを精度良く解く手法の開発につながる可能性がある．

2.3 Self-Supervised Learning

Self-Supervised Learningは教師なし学習（Unsupervised

Learning）の一形態であり，実質的な人手のコストを要せ

ず得られた教師情報を用いてモデルを学習する方法の総称

である．このような手法の研究自体は以前から存在してい

たが27）～30），深層学習モデルの学習に，人手でアノテー

ションされた大規模な教師データの構築が必要であるとい

う課題が広く認知されたことに伴い，Self-Supervised

Learningという呼称が近年急速に浸透した．

Self-Supervised Learningの特徴の一つとして，データへ

人為的に（かつ，実質コストフリーに）適用した変換自体を

推定することでモデルの学習を行うという点が挙げられる．

例えば，ランダムに画像を回転させ，その回転を推定する

ようCNNの事前学習を行う手法が提案されており31）32），タ

スクによってはラベル付きデータでの学習に匹敵する性能

が得られることが報告され話題になった．また，グレース

ケール変換した画像を入力として元の色を推定するようモ

デルを学習するというアプローチも存在し28），時系列性を

考慮して色復元を行うよう学習されたモデルが，物体追跡

タスクへ直接転用可能であることを示唆する報告もある33）．

さらには，入力された映像と音声が同期しているか否かを

分類するよう学習したモデルを事前学習し，マルチモーダ

ル行動認識や映像中の音源特定といったタスクに適用する

手法も提案されている34）～36）．CNNの事前学習の他にも，

カメラポーズや奥行きを推定するモデルを教師なし学習す

ることを目的として，推定されたパラメータや3次元情報

から画像ペアの一方を変換し，他方との見えの差異を損失

関数として用いる方法37）～39）が複数提案されている．

これらのSelf-Supervised Learning手法はいずれも非常

にシンプルであり，故に適用可能な余地も依然多く残され

ていると言えよう．さまざまなタスクへの適用が進むこと

で，その有効性は今後より広く認知されることになるやも

しれない．

３．AI技術の動向（2）GANの研究動向

Generative Adversarial Networks（GAN）40）は深層学習

に基づく生成モデルである深層生成モデルの一種であり，

主に画像生成の手法として発展してきた．本章では，GAN

の基本アーキテクチャを概観した後，最近の発展を①敵対

的学習の安定化，②生成画像の高解像度化，③画像生成

以外への応用の3点に分けて紹介する．

3.1 GANのアーキテクチャ

Goodfellowらは2014年の論文37）でGANを発表した．

GANの目標は，分布p(x)からサンプルされた学習データを

元に，p(x)に従うデータを生成する生成器Gを学習するこ

とである．p(x)からサンプルされた「本物」のデータとGが

作成した「贋作」とを見分ける識別器Dを導入し，GとDと

のmin-maxゲームにより生成器の学習を実現するのが，

GANの基本アイデアである．生成器のアーキテクチャに

CNNを採用したDeep Convolutional GAN（DCGAN）41）の

登場以降，GANによる画像生成の研究が本格化する．オ

リジナルのGANやDCGANは単一の分布p(x)から画像を生

成するが，カテゴリーや属性を指定した条件付き確率

p(x|c)から画像を生成するよう発展させた手法が提案され

ている42）～45）．代表的なConditional GAN（cGAN）42）は，

生成器と識別器の両方が属性の情報を用いる．cGANをは

じめ多くの手法は属性が付与された学習データを使用する

が，InfoGAN45）は生成画像G(z; c)と属性 cの相互情報量を

最大化することで，属性そのものを教師なしで学習するこ

とを可能にしている．

3.2 敵対的学習の安定化

GANの学習が不安定であることはGANの黎明期から指摘

されてきた課題である40）41）46）が，近年，理論的にも経験的

にも多くの研究がなされ，状況は改善されてきている．安



メディア工学の研究動向

（95） 95

定化の手法には，分布間の距離尺度を変更するもの47）48）50），

新たな正則化の提案51）～53），その他モデルや最適化手法の

工夫などがある．

オリジナルのGAN40）で行うmin-max最適化は，実質的に

学習データと生成データの分布のJensen-Shannon（JS）

divergenceの最小化を実行しているとみなせる．これに対し，

JS divergenceを含む一般的なdivergenceを最適化するアプ

ローチを採ったのがf-GAN47）である．f-divergenceは凸関数f

により定まる距離尺度であるためfの選択に応じて無数に存

在するが，その中でもPearson 2-divergenceのメリットにつ

いてMaoら48）が論じている．一方，理論的な考察から別の

分布間距離尺度を導入するアプローチの代表例が

Wasserstein GAN（WGAN）50）である．Arjovskyら49）はJS

divergenceの問題点を分析し，二つの分布の台が一致しな

い場合に勾配法による学習が失敗することを示した．この

問題を解消するため，Arjovskyら50）は生成分布をデータ

分布と一致させる問題を最適輸送問題 54）と捉え直し，

Wasserstein計量を最適化するWGANを提案した．初期の

WGANは識別器に対する強すぎる制約を課しており，後

に改善されている52）53）．

GAN学習の正則化は，識別器のLipschitz定数を制約する

ものが主流である51）～53）．中でもSpectral Normalization

（SN）は，損失関数の勾配計算以外に勾配計算が不要であ

り，ハイパーパラメータのチューニングも必要ないため，

計算量が低く抑えられる．また，Zhangら55）は，生成器に

もSNを適用することで学習が安定化することを示した．

その他，個々のサンプルではなくミニバッチ単位で識別

を行うminibatch discrimination46）56），生成器と識別器で

異なる学習率を使うTTUR57），大きなミニバッチとモデル

を使った学習58）などが提案されている．

3.3 生成画像の高解像度化

生成画像が高解像度になるほどGANの学習は識別器に

有利となり，学習が困難になる．しかし，Progressive

GAN56），および同じ著者らによるStyle-based GAN5）9）は，

低解像度の生成から学習し，段階的に解像度を上げること

で1メガピクセルの画像を生成することに成功した．Style-

based GANでは生成器のアーキテクチャを大きく変更し，

ノイズベクトル zを生成器の入力とするのではなく，

AdaIN変換60）を介して生成器の中間層に挿入する．cGAN

の高解像度化としては，BigGAN58）が提案されている．

BigGANは学習を安定化させる研究の集大成と言える．前

節で紹介したものを含めたさまざまな方策を組み合わせる

ことで，高解像度な条件付き画像生成を段階的な高解像度

化を行わずに実現にした．高解像度化に成功したこれらの

手法にも，生成画像のバリエーションが少ないなど課題が

あり，新しいアイデアが求められている．

3.4 画像生成以外への応用

GANの応用先は多岐にわたる．ここでは，画像変換61）～63），

異常検知74）75），ドメイン適応68）～70）に絞って代表的な例を

紹介する．

画像変換への応用では，変換前後の画像ペアを使って変

換を学習する従来手法に代わって，そのようなペアデータ

なしで変換を学習する手法61）～63）が広く使われている．こ

れらの手法では，順変換と逆変換を掛けて元に戻ること

（Cycle Consistency）を課すことでペアデータなしでの学

習を実現している．この考え方は音声変換64），時系列表現

学習65），物体追跡66）など画像変換以外のタスクにも応用さ

れ広がりを見せている．

GANによる異常検知では，正常データのみからGANを

学習する．このとき，推論時に与えられたデータが学習済

みの生成器で生成できるものかどうか判定することで，異

常を検知できる．AnoGAN74）やGANomaly75）はそのよう

なアイデアに基づいた異常検知アルゴリズムである．

一般に画像認識では，学習データの撮影環境と運用環境

が異なると，運用時の精度が損なわれる．この問題に対処

するのがドメイン適応（Domain Adaptation）であり，学習

データの特徴量分布と運用環境での特徴量分布を一致させ

る問題として定式化される67）．そこで，ドメイン識別器を

導入して，特徴抽出器と敵対的に学習させるドメイン適応

の手法が提案され68）～70），物体検知71）やセマンティック・

セグメンテーション72）にも応用されている．最近，ドメイ

ン適応に対する理論的な考察から，ある種の敵対的学習が

自然に導かれることが示される73）など理論的な進展も興味

深い．

学習を安定化させる手法の発展を背景に，「GANは学習

困難なもの」というイメージは払拭されつつある．実用を

視野に入れた今後の研究動向，応用展開が注目される．

４．多視点ステレオ・Visual SLAM

インターネット上にある多くの画像群から，あるいは時

系列的に視点を変えた動画像から3D物体形状を復元する

研究が，近年盛んに進められている．前者は多視点ステレ

オ（MVS: Multi-View Stereo）の枠組みで議論されることが

多い．後者は自律走行技術の一つであるVisual SLAM

（Simultaneous Localization and Mapping）が代表的であり，

その基本原理はSfM（Structure from Motion）である．

MVSの最近の研究動向として，テクスチャレス領域の復

元精度の低下を避ける二つの研究の流れがある．一つは，

奥行値が同じ，あるいは滑らかな奥行値変化を持つ画素領

域において，サポート領域を適切に決定することで，テク

スチャ情報が不足している領域への奥行伝搬を行う考え方

である76）77）．従来は，固定された局所領域で奥行の平均化

を行うことが多かったが，この方法では奥行不連続の保持が

困難となるため，適応的にサポート領域を決定する必要があ

る78）79）．一方で，奥行が連続的に変化する領域を適応的か

つ効率的に決定することは困難な課題である．文献80）では

木構造を利用する効率的な手法が提案されており，この考え

方に基づく研究の今後の方向性を示すものと考えられる．も

う一つのテクスチャレス領域への対処法は，SfS（Structure

from Shading）の併用である．MVS，一般にStructure from
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Stereoは，テクスチャや形状の凹凸により輝度変化が細かい

領域に適しており，一方でSfSはテクスチャレス，すなわち

albedo一定で輝度変化が緩やかな領域に適用しやすい．テク

スチャ情報が豊富な領域では，奥行に加えてalbedoの値も未

知量とする必要があり，不良設定問題になりがちである．当

初は，albedo一定81）82），あるいはalbedo一定のいくつかの

領域からなる対象に限定して83），輝度変化の特徴的な点に

MVSを適用し，輝度変化の緩やかな領域に対してSfSを適

用する手法が多く提案された．その後，albedoが空間的に

変化する対象に対して，テクスチャ情報の多い画素や領域

でMVSによって奥行値を決定したのち，テクスチャレス

に近い領域にSfSを適用して，奥行のリファインメントを

行う手法が提案されてきた84）85）．これに対し，文献86）で

はステレオとシェーディングの二つのキューを一つの評価

関数の中に統合することで，両者を対等に扱い，自動的に

相補的に機能する手法を提案している．シェーディング

キューに関しては，輝度値の対数をとったものを処理する

ことでalbedoの陽な扱いを不要にしている．形式的に美し

くシンプルな手法となっており，今後の研究へのインパク

トが強く感じられる．なお，当然のことながら，深層学習

による方法も提案されてきており87），今後の更なる高性能

化が期待できる．

Visual SLAM技術に関しては，これまでのアプローチの

多くが静的な環境を対象としていたのに対し，これからは

動的な環境，特に複数の移動物体が含まれるケースへの対

応が必須である．自動運転での障害物検知，ヒューマン/

ロボットインタラクション，協調ロボットや共同マッピン

グ，AR応用など，多様なアプリケーションがそのような

ケースに対応する．そのための技術ステージは，①ロバス

トなVisual SLAMの実現，②複数移動物体の分離と追跡，

③複数移動物体の形状復元，などに分けることができる．

①では，まず画像上での動きの分離が必要になる．そして，

静的な対象の情報を使って，カメラ情報を獲得することに

なる．この動きの分離にもさまざまな手段が活用されてい

る．移動体の情報が既知でありデータベース化されていれ

ば処理しやすい88）．背景モデルに基づく差分手法も提案さ

れている89）．より一般的には，フレーム間での幾何拘束の

利用が適切であり，エピポーラ拘束からの乖離の情報90）や

カメラ情報の誤り91），画像位置追跡後の不一致度92）など，

いくつかの評価が使用されている．オプティカルフロー

ベースでの動き分離手法93），深層学習による方法も多数提

案されている94）95）．3D復元での課題は，カメラ情報の推

定にあたってのドリフトであり，一方で全フレームを使っ

たバンドル調整は計算コストの面で厳しいため，最後の少

数のフレームを使う方法96）や，キーフレームを検出して利

用する方法97）が提案されている．こちらについても，深層

学習による方法が検討されているが，3D計算まではでき

ておらず，奥行値推定にとどまっている．これらは教師あ

り学習と教師なし学習に分けることができ，後者はカメラ

情報と奥行値から画像生成を行って計測画像との差を減ら

す学習が行われている98）．②と③についての詳細は省略す

るが，特に重要となってくる技術は，3Dとしての物体分離

と追跡の際のモデルフィッティングである．対象が一つの

ケースでも，この種の課題では特徴量の対応付けとそれに

基づくモデルフィッティングを解く必要があり，特に動き

や形状の異なる複数物体が存在する課題では非常に難しい

問題となる．一般的には貪欲法，すなわちRANSAC等を

使って順番に対象物のモデルを定めて除いていく方法が採

用される99）．これに対し，文献100）では非常に興味深い方

法が提案されている．特徴量のマッチングとモデルフィッ

ティングを一つの評価関数にまとめて表現し，マッチング

を表すバイナリー変数，モデル番号を表すラベル変数，お

よびモデルパラメータを一斉に決定する方法である．しか

し，そのままではNP困難となるため，適切な近似最小化

手法も提案している．この手法は，Visual SLAM以外にも

多くの同様の課題に適用できる考え方を示唆しており，広

い応用性を持っている．なお，カメラ画像に加えてIMU

（Inertial Measurement Unit：慣性計測装置）により計測さ

れる加速度・角速度を利用して，Visual SLAMの精度を高

める手法（VI-SLAM: Visual Inertial SLAM）も多数開発さ

れている．それらは，バンドル調整等に基づきセンサ（カ

メラとIMU）の姿勢推定を行う最適化ベースの手法101）と，

内部状態とするセンサ姿勢の時間更新にIMU情報を活用す

るフィルタベースの手法102）に大別される．

以上，最近の多視点ステレオおよびVisual SLAMについ

ての技術動向を整理した．この分野にも深層学習の波が打

ち寄せていることはたしかである．従来からの数理モデル

に基づく手法と深層学習によるデータ科学的な手法が今後

どのような関係で進展していくのか，非常に興味深い．

５．点群符号化の標準化動向

5.1 PCCの動向

本章では，Point Cloud Codingとよばれる点群情報の符

号化を紹介する．Point CloudはAR/VRにおけるコンテン

ツ表現の一つとして注目されており，その符号化方式の検

討が進んでいる．なお，Point Cloud自体の紹介は紙面の

都合で割愛する．

MPEG-2やAVC，HEVCに代表される動画像符号化方式の

国際標準化を検討しているMPEG（Motion Picture Experts

Group）では，2017年からPoint Cloud Coding（PCC）の検討

を進めており，2020年頃に規格化が完了する103）104）．具体的

な対象データとしては，多視点カメラやデプスカメラなどか

ら再構築された色情報を有する密な点群データと，LIDAR

データのような大規模空間の疎な点群データが挙げられる．

劣化を許容する場合（ロッシー）と，劣化をほとんど，もし

くはまったく許容しない場合（ニアロスレス，ロスレス）に

分けて異なる符号化方式が検討されている．前者はVideo-

based PCC（V-PCC），後者はGeometry-based PCC（G-PCC）

と呼ばれている．いずれも符号化対象データは（x，y，z，R，

G，B），すなわち位置情報と属性（色情報）となる．点群デー
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タの例としてはMPEGとJPEGで整備しているPCCデータ

ベースを参照されたい105）106）．

5.2 V-PCCの動向

点群データのエンタテインメント向けのユースケースに

おいては，符号化にともなう誤差が許容される．そこで，

点群を複数の適当な平面に射影し，テクスチャパッチとデ

プスパッチの集合に変換する．これらのパッチを1枚の大

きなテクスチャ画像とデプス画像に統合して，通常の動画

像符号化方式によって符号化する．このように，実際に

データ量を削減する機能を，動画像符号化方式に委譲する

ことから，Video-based PCCと呼ばれる107）．

以下に，変換の考え方を述べる．オブジェクトを包含す

る立方体を想定し，各面に点群を射影すれば大部分の点群

を平面のテクスチャとデプスに変換できる．ただし，容易

に想像されるように，いずれの方向からもオクルージョン

となる領域が存在しうる．そのような場合には，オクルー

ジョン領域を含むより小さな立方体を仮定して，各面に射

影すれば良い．一方で，ある点は複数の平面に射影される

場合があり，冗長となる．そこで，必要最低限の平面情報

への変換が必要となる．

実際に標準化されるのは，テクスチャ画像とデプス画像

から点群を再構成する部分，すなわち復号方式のみである．

符号化方法には自由度があり，その手順や性能はエンコー

ダ実装に依存する．ただし，標準化においてには各社の提

案を比較するために，符号化と復号の両方について共通の

テストモデル（ソフトウェア）を提供している．

上記の方法により得られた符号化性能の例を紹介する．

1024×1024×1024ボクセル30 fpsの精度をもつ人物点群

の場合，1フレームあたり約800,000点から構成され，非圧

縮時のデータ量としてはオーダとして1Gbpsにもなる．こ

れを上記のフレームワークにより圧縮すると，8Mbpsにま

で圧縮される．

5.3 G-PCCの動向

点群データのアーカイブ用途や先進運転システム向けの

ユースケースにおいては，符号化にともなう誤差がほとん

ど許容されない．そこで，点群の座標（Geometry）を最初

に符号化し，次にその座標における属性（Attribute）を符

号化する108）．

まず，座標の符号化について述べる．浮動小数点表現の座

標を充分に小さい間隔で均等量子化し，立方体内部の整数

表現に変換する．得られた座標の符号化方法には2種類ある．

Octree geometry codingでは，立方体を再帰的に八分木で分

割し，小立方体内部の点の有無を8bitの符号語で表現する．

ただし，点の個数や分布の偏りが少ない場合は，その座標

を直接符号語で表現することもできる．これらの符号語は，

当該小立方体のコンテキストを導出し，算術符号化により

ビットストリームに変換する．Trisoupgeometry codingで

は，物体表面を構成する点群を三角形メッシュの集合とし

て表現し，その頂点座標を算術符号化する．デコーダでは，

メッシュが通るボクセルを座標として復号する．少なくと

もOctree geometry codingはロスレス符号化が可能であ

る．また，ロスレス・ニアロスレスの実現はエンコーダ制

御に依存する．

次に，属性の符号化について述べる．複数の点を対象と

した変換が 3種類あり，領域適応階層変換（Regional

Adaptive Hierarchical Transform: RAHT）と補間的階層最

近傍予測変換（Predicting Transform），リフティング付き

補間的階層最近傍予測変換（Lifting Transform）である．

RAHTは通常の静止画像に適用する変換と同様に，一連の

属性値をDC成分とAC成分に変換する109）．Predicting

Transformは，最初に与えられた点群を，粗い粒度から細

かい粒度へ便宜的に分類し，粗い粒度から細かい粒度の順

に属性を符号化する．ここで，細かい粒度の属性は粗い粒

度の属性から平均値か近傍値という予測方法を適用し，予

測差分値を量子化して符号化する．Lifting Transformは，

Prediction Transformと予測方法が異なる．リフティング

構造の導入により，予測差分値を一定割合で参照値に戻し，

さらに適応量子化を組み合わせる．

5.4 さらなる情報源について

本章では，点群情報の符号化方式をMPEGにおける国際

標準化動向として紹介した．特にV-PCCは高い圧縮率を実

現する一方で，既存の動画像符号化方式を利用しているた

め，モバイル端末のような環境でもリアルタイム復号・視

聴が可能である．例えば2019年IBC（国際放送機器展）な

どでデモが展示されていた．なお，標準化における寄書

（入力文書）は基本的に非公開となっているが，一部の文書

は公開されている．また，必要なソフトウェアも合わせて

公開されている．関心のある読者はこれらを確認されたい．

６．ビジョンベースのドライバモニタリング

情報通信技術や人工知能技術の急速な発展に伴い，自動

運転技術の研究開発が目覚ましい勢いで進められている．

自動車用運転自動化システムの定義としては，SAE

InternationalのJ3016 110）（日本語参考訳111））が広く用いら

れている．SAEの定義では，運転自動化システムは，シス

テムが担う動的運転タスクの程度によってレベル0から5

まで分類されており，わが国では縦方向（速度，車間距離），

横方向（操舵）の車両運動制御をシステムが担う一方で，運

転環境の監視はドライバが担うSAEレベル1，2相当の運

転自動化システムの普及が進みつつある．また，官民ITS

構想・ロードマップ2019112）では，運転環境の監視もシス

テムが担うSAEレベル4相当の車両の市場化を可能にする

ことが目標に掲げられ，社会実装に向けた運転自動化シス

テムの実証実験113）が各地で実施されている．

運転自動化システムの普及により，事故原因の大半を占

めるヒューマンエラー114）による交通事故減少や交通渋滞

の緩和に寄与することが期待されている．運転自動化シス

テムによる交通渋滞緩和効果を検証する取り組みとして，

飯田らはSAEレベル1の定速走行・車間距離制御装置

（ACC: Adaptive Cruise Control）搭載車両の混在比率が異
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なる交通流をドライビングシミュレータ（DS）上に再現し，

混在比率が増加することにより生じる交通状況の変化を評

価した115）．その結果，SAEレベル1相当車両の混在比率

が高くなると，運転者の反応遅れに伴う車間距離の開き，

およびそれに伴う減速の伝播が緩和され，交通流率が高く

なることを報告している．

一方，運転自動化システムの実証実験では，路上駐車車

両の回避や1車線区間での対向車両との離合時に運転自動

化システムが車両走行を停止し，手動運転で回避する場面

が発生するなど課題も明らかになりつつある116）．SAEレ

ベル3以上の運転自動化システムは未だ開発途上の技術で

あるため，国土交通省の自動運転車の安全技術ガイドライ

ンでは，個々の運転自動化システムの性能および用途に応

じた運行設計領域（ODD: Operational Design Domain）を

設定して走行環境や運用方法を制限し，ODDの範囲を外

れた場合にはドライバに運転権限の委譲を行うことが定め

られている117）．すなわち，運転自動化システムにより車

両運動制御から解放されたドライバは，生まれた余裕を運

転環境の監視に振り向け，自動運転の継続が困難な場面で

はシステムに介入することが期待されている．しかしなが

ら，運転自動化システムがドライバの漫然運転を誘発する

など，自動化による新たな事故リスクが生起するおそれも

指摘されている118）．

以上の背景のもと，運転自動化システム使用中のドライ

バが，運転権限の委譲を受けられる状態にあるか把握する

ためのドライバモニタリング技術の研究開発が盛んに行わ

れている．従来は，車両操舵情報119）や，ステアリングに

搭載した心電図計測センサ120），装着型の脈波センサ121）な

どを用いて，ドライバの眠気や漫然運転状態を検出しよう

とする取り組みが多くなされてきた．一方，近年はビジョ

ンベースのドライバモニタリング技術の開発が車載機器

メーカを中心に盛んに行われている122）123）．これらビジョ

ンベースのドライバモニタリング技術は，ドライバの単位

時間当たりの閉眼時間割合（PERCLOS）や瞬目回数などに

着目して覚醒状態の推定を試みるものである．また，CNN

とRecurrent Neural Network（RNN）を併用することで，

ドライバの閉眼情報だけでなく姿勢や動きに関する大局的

な情報を抽出し，ドライバが運転に集中している状態か否

かを判定する手法も提案されている124）．

ドライバモニタリング技術は，運転自動化システム使用

中のドライバ状態を計測する用途だけでなく，近年社会的

問題となりつつあるドライバの健康状態や疲労に起因する

事故の予兆検知，交通事故原因の中で最多を占めるドライ

バの安全不確認124）による事故の未然防止などさまざまな

用途に応用が可能であり，今後ますますの発展が期待され

る分野であると考えられる．

７．社会インフラのモニタリング

道路，橋，トンネルをはじめとする社会インフラの多く

は高度経済成長期に建設されている．この時期に使われた

コンクリートの寿命は海岸部などの厳しい環境下では50年

程度，比較的良い条件下でも100年程度と言われている125）．

2012年に起こった笹子トンネルの天井板落下事故は社会イ

ンフラ維持管理の重要性が認識される大きな契機となり，

2014年に国土交通省はトンネルや橋の管理者に5年に1度

の点検を「定期点検要領」に従い実施することを義務付けた．

2019年にはこの「定期点検要領」が改正され，管理者に

とって大きな作業負担となっている「近接目視」を同等の効

果を持つ別の方法で行うことを認めた．これにより車両や

ドローンなどに搭載したカメラで対象を撮影し，画像解析

技術を利用して点検を効率化するなど，新しい点検方法へ

の期待が高まってきている．インフラの維持管理は安全の

確保という社会的な意義がある一方で，新たなビジネスと

しても注目されている．2030年にはカメラ・画像解析のみ

でも400億円を超える市場規模となると予想され126）127），

このほか各種センサやドローンの活用，さらに周辺サービ

スも含め今後大きく広がっていくと予想される．

このような流れの中で，実際にインフラを保有し運用す

る主体となる自治体，企業が大学等と連携しながらさまざ

まな取組を進めている．以下本学会のメディア工学研究会

で行われた講演を中心に最近のトピックを紹介する．

2019年2月の研究会においては2件の特別講演を実施し

た．NEXCO東日本からはSMH（スマートメンテナンスハイ

ウェイ）プロジェクトへの取り組みが紹介された128）．この

SMHプロジェクトは高速道路の「点検・調査」，「分析・評

価」，「補修計画策定」，「補修・修繕」といったメンテナンス

サイクルに対しICT技術の導入や機械化等を行うことで長

期的な道路インフラの安全・安心を確保していこうとする

取り組みである．画像解析による点検作業の効率化，ド

ローンなどの無人飛行体による画像撮影などメディア工学

と関連の深い技術も積極的に利用していく計画となってい

る．東京メトロからは土木構造物の保守，特にトンネルの

維持管理におけるデータ活用の取り組みが紹介された129）．

東京メトロにおいても40年以上経過した構造物が65%を超

えその老朽化が進む中で，検査の効率化と補修・保全計画

の最適化の二つが大きな課題となっている．保守用車を用

いてトンネル壁面の画像を撮影，蓄積しているが，ここか

ら自動的に要注意個所を自動抽出する画像解析技術，また

この結果と打音検査結果との照合，路線全体での変状箇所

分布の可視化，分析等を組み合わせることで維持管理の優

先度の指標を得ることの見込みを得ている．今後，実務へ

の導入を進めるとのことであった．

インフラを保有，管理する自治体や企業が画像解析等の

技術を検討，導入するにあたっては，Deep Learning（深層

学習）等の最先端の解析技術や知見を持つ研究機関との連携

が重要となってくる．メディア工学研究会においても，イ

ンフラを保有，管理する企業と大学の連携により行われた

研究が多数発表されている．鉄道会社から供与されたデー

タを用いトンネル壁面の画像からひび割れや漏水といった

変状箇所を深層学習技術を用いて検出する研究130）131）や，
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電力会社から提供されたデータを用いて送電鉄塔の劣化レ

ベルを深層学習技術を用いて分類する研究132）などを例と

して挙げることができる．

インフラの維持管理においては画像以外にもレンジセン

サ，超音波センサ，歪センサ，加速度センサなど，その利

用場面に応じてさまざまなセンシング手段が必要となる．

上述したようなインフラを保有管理する企業と大学などの

研究機関の連携に加え，情報センシング分野との交流，連

携が進んでいくものと期待される． （2019年11月25日受付）
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